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RESUMO: Este artigo, faz a previsão dos desvios das perdas em curto circuito, perdas a vazio e a tensão de impedância calculados por redes neurais artificiais (RNA’s). E realiza a comparação destes valores com os valores medidos. Assim, a estrutura da rede será composta de três camadas, que utilizará propagação reversa e um algoritmo de agrupamento. Com a finalidade de atingir a melhoria na previsão das grandezas. Isto, vai contribuir em simplificar o projete destes transformadores.
PALAVRAS-CHAVE: Redes neurais artificiais, retropropagação, transformadores em resina epóxi.
ARTIFICIAL NEURAL NETWORK USED IN THE DESIGN OF DRY TRANSFORMERS IN EPOXY RESIN

ABSTRACT: This article predicts deviations of short-circuit losses, no-load losses and impedance voltage calculated by artificial neural networks (ANN's). And performs the comparison of these values with the measured values. Thus, the network structure will be composed of three layers, which will use reverse propagation and a clustering algorithm. In order to achieve improvement in the prediction of magnitudes. This will contribute to simplifying the design of these transformers.
KEYWORDS: Artificial neural networks, back propagation, epoxy resin transformers.
INTRODUÇÃO

Na distribuição de energia, quanto mais próximo está do consumidor e quanto maior a tensão, menores são as perdas na transmissão de energia. Assim, a rede de fornecimento torna-se cada vez menos complexa. Caso contrário, haverá perigo para as pessoas e a propriedade. Os transformadores a seco em resina epóxi (TSRE’s) são a solução ideal para este problema. São compactos podendo ser instalados na maioria dos locais. Apresentam versatilidade em termos de conexão quanto de extensibilidade. São econômicos dispensando manutenção. Sendo compatíveis com o meio ambiente e totalmente recicláveis. Os TSRE’s possuem longa vida útil (Finocchio, 2010). Mesmo assim, a questão do recondicionamento já é um fato real. Os processos de padronização podem ser aplicados com segurança para recuperar os metais do núcleo de ferro e dos moldadores (esses componentes constituem 90% do transformador). Da mesma forma, a reciclagem das bobinas de resina fundida é puramente mecânica e não prejudica o meio ambiente. O cobre puro e o material isolante são facilmente separados. O cobre é então reciclado diretamente e a resina fundida pode ser descartada com segurança. Em alternativa, pode ser reutilizado como enchimento.

Os TSRE’s evitam as limitações dos transformadores a óleo, mantendo suas vantagens. Esta tecnologia flexível e ambientalmente aceitável permite que os transformadores sejam instalados bem no centro de carga minimizando custos. TSRE’s são ideais para aplicações onde não pode haver comprometimento da segurança em prédios de vários andares, hospitais, eixos rodoviários e ferroviários subterrâneos, offshore, estádios esportivos, salas de reuniões, bombeamento estações, áreas de captação de água e instalações de mineração, e muito mais. São também utilizados com mais frequência em aplicações industriais para subestações de centros de carga e estações de alimentação de suprimentos porque, com o uso de TSRE’s fundida, dispensam o fosso de óleo na proteção contra incêndio. Isto, facilita o descanso do transformador, caso necessário.

O número de transformadores a seco instalados aumentou muito para atender as novas exigências de segurança. Os mais de 50.000 TSRE’s demonstraram sua importância para a distribuição de energia elétrica. A Figura 1 apresenta a estrutura TSRE’s (SIEMENS, 2019).

Figura 1. Transformador a seco de 750kVA/15kV: 1) Núcleo; 2) Bobina de BT; 3) Bobina de AT; 4) Conexão de BT; 5) Conexão de AT; 6) Tap’s de AT; 7) Calços elásticos; 8) Ferragens e rodas; 9) Isolação em resina epóxi e 10) Barras de ligação.
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METODOLOGIA DE REDE NEURAL ARTIFICIAL
As redes são sistemas que reproduzem o comportamento e a estrutura do cérebro humano, porém, com um número limitado de neurônios. Os neurônios têm a responsabilidade do processamento paralelo dos dados e os propagam por meio de uma sofisticada malha de interconexão. Semelhantemente ao cérebro humano, as RNA’s têm a capacidade de interagir com o meio externo e adaptar-se a ele. Essas características garantem as RNA’s sua multidisciplinariedade, que as tornam aplicáveis na química, física, matemática e engenharia, etc. Na área de transformadores, as RNA’s auxiliam no controle e monitoramento da operação, na previsão de manutenção e, no caso desse trabalho (Finocchio, 2010) e (Georgilakis; Hatziargyriou; Paparigas, 1999), na modelagem da temperatura do enrolamento e suas perdas.

Conforme as várias estruturas neurais e algoritmos de aprendizagem apresentados por estudiosos, as redes neurais possuem algumas características exclusivas de sistemas biológicos. Sistemas de computação apoiados em redes neurais têm a capacidade de receber ao mesmo tempo várias entradas e distribuí-las de maneira sistemática.

As RNA’s são um método de resolver problemas associados à engenharia e ciências por meio de circuitos simples que simulam o cérebro humano, ou seja, aprendendo, errando e fazendo descobertas. São técnicas computacionais que apresentam um modelo baseado na estrutura neural de organismos inteligentes e que aprendem. Basicamente, a operação do neurônio na rede é resumida como:

- Os sinais são apresentados à entrada;

- Cada sinal é multiplicado por seu peso, o que indica sua influência na saída da célula;

- Executa-se a média dos sinais, o que gera um nível de atividade;

- Quando este nível passa um limite (threshold), a unidade gera uma saída.

Como o sistema nervoso é formado por bilhões de neurônios, a RNA também é composta por pequenos módulos que simulam o funcionamento de neurônios. Tais módulos funcionam de acordo com os elementos em que foram inspirados, recebendo, processando e retransmitindo informações.

Um modelo simples de neurônio foi elaborado por McCulloch e Pitts (Haykin, 2016), e apresenta as características de uma rede neural biológica, alta conectividade e paralelismo. A Figura 2 mostra o modelo geral do neurônio artificial.

Figura 2. Modelo geral do neurônio artificial.
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x1, x2,... xn são os sinais de entrada

w1, w2,...wn são os pesos ou conexões sinápticas

( o bias é o limiar de ativação do neurônio

u é a saída do combinador linear

g(u) é a função de ativação (limita a saída do neurônio)

y é o sinal de saída do neurônio.

No modelo, os sinais de entradas xi são ponderados pelos pesos wi (sinapses), e se o valor de wi for positivo a sinapse será excitatória, caso contrário a sinapse será inibitória. Em seguida, o valor de polarização (() e os sinais de entrada (xi), ponderadas pelas respectivas sinapses (wi) do neurônio, são somados e o valor resultante (u) forma a saída do combinador linear. Por fim, o valor de (u) é aplicado à função de ativação g(u) com o objetivo de limitar o valor do sinal de saída (y) do neurônio.

Em termos matemáticos, tem-se,
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Nas equações (1) e (2), observa-se que a função de ativação g(u) simplesmente processa o conjunto de entradas recebidas e o transforma em estado de ativação. Geralmente, o estado de ativação dos neurônios pode ser binário (0 e 1), bipolar (-1 e 1) ou valores reais.

A escolha da função de ativação vai depender do sucesso da rede solucionar o problema. As mais comuns são a função linear, degrau, degrau bipolar, rampa, sigmóide e tangente hiperbólica. Um aprofundamento das funções de ativação pode ser observado em (Spandri, 2000; Haykin, 2016; Aggarwal, 2019). Como função de ativação utilizou-se a função logística equação (3), onde β é uma constante real associada ao nível de inclinação desta função (Silva, 2016):
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O banco de dados utilizado para viabilizar o estudo é derivado de um conjunto de informações referentes à projetos de transformadores anteriormente executados e ensaiados (Geromel, 2002).

Devido às diferenças inevitáveis nos materiais básicos e variações na fabricação, bem como aos erros de medição, os valores obtidos no teste podem diferir dos valores calculados como as perdas sem carga (Po), perdas por curto-circuito (Pcc) e tensão de impedância (Vcc), que são os parâmetros mais importantes do transformador. A previsão das diferenças entre os valores de cálculo e medição de teste desses parâmetros é importante para os projetistas do transformador. Porque o valor de Po depende do peso do núcleo, o de Pcc depende da quantidade do condutor e Vcc depende das dimensões, da tensão e frequência do enrolamento do transformador. São parâmetros que afetam o seu custo.

Assim, será obtida a predição dos valores pela RNA. O algoritmo backpropagation foi utilizado para RNA aprender. Esta rede é composta por três camadas estruturais conforme Figura 3. Sendo 11 neurônios na camada oculta, 6 neurônios na camada de entrada e 3 neurônios na saída.

Figura 3. Estrutura da RNA utilizada.
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Em todas as estruturas da RNA, o coeficiente de aprendizagem é 0,25 e o coeficiente momentum é 0,75. Mediu-se o desempenho, utilizou-se o erro médio percentual e(EMP) dada por (4):
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E a diferença entre a média relativa absoluta de erros Δe(EMP) é fornecida por (5):
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Onde nteste é o número do conjunto de teste, Vpred, Vcalc e Vmedidos são valores previstos, calculados e medidos, respectivamente. O conjunto de teste contém os valores medidos de 70 TSRE’s. As potências dos transformadores investigados encontram-se entre 75kVA e 750kVA.

RESULTADOS E DISCUSSÃO

Os resultados do agrupamento da RNA foram muito bons. Como observado na Figura 4, o aprendizado da RNA melhorou e o e(EMP) geral diminuiu com o número de iterações.
Figura 4. Resultados da RNA.
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Ocorrendo uma melhoria na previsão de Po, Pcc e Vcc com auxílio da RNA (Tabela 1).
Tabela 1. Δe(EMP) para iteração 1,00E-06.
	Grandezas
	Δe(EMP)

	P0
	5,80

	Pcc
	2,71

	Vcc
	0,41


Os resultados foram úteis para fornecer uma estimativa ao projetista. Além, de auxiliar na rapidez do dimensionamento do equipamento. Os resultados mostraram-se satisfatórios. O método foi utilizado para estudar toda a faixa de potência de transformadores entre 75kVA a 750kVA.
CONCLUSÃO
A utilização de RNA’s no projeto de TSRE’s tem diversas aplicações, como a otimização do projeto do transformador, no monitoramento de seu funcionamento e na detecção de possíveis falhas. As RNA’s nos projetos de TSRE’s, precisam primeiro definir o objetivo da rede, depois é necessário coletar os dados para treinar a rede, que podem incluir informações sobre as características físicas do transformador, sua capacidade de carga, sua temperatura de operação, entre outras.

Com estes dados, é possível utilizar uma série de técnicas de aprendizado para treinar a RNA. Uma vez treinada, a rede neural pode ser utilizada para prever o desempenho do transformador em diferentes condições de operação, para identificar possíveis falhas e para otimizar o projeto do transformador. A utilização de RNA’s pode contribuir para a redução de custos, o aumento da eficiência energética e a melhoria da confiabilidade dos transformadores a seco em resina epóxi.
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